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• 将原始数据 x 分解成多个部分 xi，其中每个部分的分布都更简单
• 加和：傅里叶分解、小波分解等

• 乘积：张量分解，如 CP 分解、特征值/奇异值分解等

• 复杂组合：表征



• 表征的本质是解耦
• 表征某一维度 ↔ 数据的单一生成因子



• 表征的本质是解耦
• 表征解耦学习？

• 主要领域：CV

• 生成式范式，专注于 VAE、GAN



• 为什么要解耦？
• 提高性能：让模型建模更简单的问题

• 增强可解释性：挖掘数据背后的模式

• 一种时空预测模型的设计思路



• 时空数据，如何解耦？
• 张量分解：模式、投影
• 频域：高频、低频
• 谱域：特征值大、特征值小

u1      u2         u50



• 时空数据，如何解耦？
• 时间序列特性：周期性、趋势性、季节性、残差

• 交通模式：子图



• 矩阵分解：NR-cNTF（TKDE 2019）
• 非深度，不是预测任务

• Original-Destination 数据：N*N*T

• 基本模型：
• R：OD 数据

• C：模式核心

• O, D, T：三个维度的投影

• 相似度矩阵：



• 频域解耦：ST-Norm（KDD 2021）
• 模型结构：Wavenet+Normalization

• 时间：高频、低频

• 空间：高频（局部）、低频（全局）

• 两两组合：时高空高、时高空低、时
低空高、时低空低

• 输入=四个分量之积

• 贡献：一个可插拔的模块 STN



• 频域解耦：ST-Norm（KDD 2021）
• 假设1：低频分量在输入时间步内不变
• 假设2：高频低频分量相互独立

• 在小扰动下，将高频信号的期望方差作为参数 β γ，在时空两方向分别
归一化



• 时间序列特性解耦：C-CNN-LSTM-DA（Applied Soft 
Computing 2020）

• 认为时序的残差项是值得建模的

• 认为时序=季节+趋势+残差



• 时间序列特性解耦：SCNN（Arxiv 2023）



• 时间序列特性解耦：SCNN（Arxiv 2023）
• 基本假设：

• 多变量时间序列的生成过程为

• Znt
(0)：输入时间序列的表征

• 滑动窗口获取各个 Z



• 时间序列特性解耦：SCNN
• 根据规范化的 Z、H 外推预测时间步的 Z H

• 通过对 Z H 因果卷积获取预测值



• 交通模式解耦：STGDL（Arxiv 2023）
• 数据生成角度：多因子影响

• 子图 ↔ 子模式

• 子模式 → 子流量

• ∑子流量 → 总流量

• 自动图学习模块：可解释性潜力
• 子图之并为原图

• 子图之间互相正交

• 理论上证明了分解的有效性
• 对图进行分解会使预测的不确定性上界降低，

预测误差上界降低



• 可解释性
• 能否学出具有可解释性的子模式？

• ICML 2019：Challenging Common Assumptions in the 
Unsupervised Learning of Disentangled Representations

• 如果没有对所考虑的学习方法和数据集产生归纳偏置（inductive bias），那么
解耦表示的无监督学习基本上是不可能的

• 需要引入一些先验知识



• 时间序列的非平稳性（Non-stationary）
• 非平稳：随着时间的变化，观测值的均值、方差等统计量发生变化

• 时间序列变量 X(t) 非平稳，但其 d 阶差分却可能是平稳的；时间序列变
量 X(t) 和 Y(t) 非平稳，但线性组合 X(t)−bY(t) 却可能是平稳的。

• 理论证明解耦后能缓解非平稳性？
• NIPS22：Non-stationary Transformers
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